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Modelos Ocultos de Markov
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Especificación (1)

Representa xt (observaciones, emisiones o salidas) mediante dos modelos
interconectados.

• Estados latentes: Cadena de Markov para tiempo discreto y estados
discretos zt ∈ {1, . . . ,K}. Transición según p(zt |zt−1).

• Observaciones: Densidad p(xt |zt). En el caso Gaussiano,
p(xt |zt = k, θ) = N (xt |µk , σk).

La función de densidad conjunta está dada por

p(z1:T , x1:T ) = p(z1:T )p(x1:T |z1:T ) =

[
p(z1)

T∏
t=2

p(zt |zt−1)

][
T∏
t=1

p(xt |zt )

]
.
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Especificación (2)

Cantidades:

• No estocásticas: la secuencia de observaciones xt , el largo de la secuencia
T y la cantidad de estados ocultos K .

• Parámetros: θ = (π1, θh, θo)
• Distribución del estado inicial: vector de dimensión K π1.
• Parámetros del modelo oculto: matriz K × K de transición

θh = A = {aij = p(zt = j|zt−1 = i)}.
• Parámetros del modelo observacional: θo = {µk , σk} , k ∈ {1, . . . ,K}.
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Modelo generativo

A los fines de generar un conjunto de datos x(0)
t :

1. Generar los parámetros en función de las densidades a priori θ(0) ∼ p(θ).
2. Generar el camino oculto z(0)

1:T en función de los K 2 − 1 parámetros libres.
3. Generar las observaciones en función de la densidad muestral

x(0)
t ∼ p(xt |z(0)

1:T , θ
(0)).
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Inferencia

Existe un gran número de cantidades ocultas y algoritmos de inferencia asociados.1

Table 1: Resumen de las cantidades ocultas y sus correspondientes algoritmos de inferencia.
*Cuando va de izquierda hacia derecha. **Cuando la matriz es dispersa.

Nombre Cantidad oculta Disponibilidad Algoritmo Complejidad

Filtering p(zt |x1:t ) t (online) Forward O(K2T ) O(KT ) *
Smoothing p(zt |x1:T ) T (offline) Forward-backward O(K2T ) O(KT ) *
Fixed lag smoothing p(zt−`|x1:t ), ` ≥ 1 t + ` (lagged)
State prediction p(zt+h|x1:t ), h ≥ 1 t
Observation prediction p(xt+h|x1:t ), h ≥ 1 t
MAP Estimation p(zt |x1:T ) T Viterbi encoding O(K2T ) O(KT ) **
Prob. of the evidence p(x1:T ) T Forward O(K2T ) O(KT ) *

1Leonard E Baum and Petrie (1966); Leonard E. Baum and Eagon (1967); Leonard E Baum and Sell (1968); Leonard E. Baum et al.
(1970); Leonard E. Baum (1972).
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Input-Output HMM (Bengio and Frasconi 1995)

• Mapea una sequencia de entradas (señal de control) hacia una secuencia de
salida.

• Probabilístico.
• Admite la producción, clasificación y predicción de datos.
• A diferencia de HMM (aprendizaje no supervisado), no aprende la

distribución de las salidas sino la secuencia de salidas en sí misma.
• Especialmente efectivo para modelar memoria entre subconjuntos de una

misma serie con grandes separaciones de tiempo.

zt = f (zt−1, ut)
xt = g(zt , ut).

p(zt |xt , ut , zt−1 = i) = softmax−1(utwi),
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Aplicación
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Datos

• BCBA:GGAL.
• Desde 2012-01-01 hasta 2017-09-30 (412 observaciones).
• Output: Precio de cierre.
• Inputs (lag = 1):

• Tendencia en el precio de cierre.
• Tendencia en el volumen negociado.
• Volatilidad Parkinson (1980).
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Modelo

• Feature engineering: medias móviles, medias móviles exponenciales y
ponderadas, transformación logarítmica, omisión de datos faltantes.

• Estados ocultos: K = 2.
• Estructura jerárquica en las medias (facilita convergencia).
• Prioris2: débilmente informativas (facilita convergencia).
• Walk-forward: pronóstico un paso hacia adelante para 160 ventanas

rodantes con 252 observaciones cada una.

2Se recomienda la lectura de Prior Choice Recommendations para una guía informal pero muy
práctica sobre la elección de densidades a priori.
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Análisis exploratorio
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Pronósticos
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Conclusiones

• Enfoque de Machine Learning: foco en la predicción.
• Las variables de entrada incorporan información en la detección de los

estados latentes.
• Los inputs admiten estados latentes persistentes, una característica difícil de

observar en los HMM.
• Especialmente útil para series con memoria en observaciones muy

distanciadas (ej. crisis).

13



¿Por qué Stan?

Stan (Carpenter et al. 2016)

• Monte Carlo Hamiltoniano.
• Muy rápido como algoritmo y además como implementación.
• Pensado para parámetros muy correlacionados (modelos jerárquicos).
• Gran conjunto de herramientas de diagnóstico.
• Excelente soporte de los desarrolladores.
• Conclusión: la vanguardia.
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